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Abstract: This paper addresses the problem of the optimal recurrent neural

network selection. It asserts the neural network evidence lower bound as the

optimal criteria for selection. It investigates variational inference methods to

approximate the posterior distribution of the network parameters. As a particular

case the normal distribution of the parameters with different types of the

covariance matrix is investigated. The authors propose a method of pruning

parameters with the highest probability density in zero to increase the model

marginal likelihood. As an illustrative example, a computational experiment of

multiclass classification on SemEval 2015 dataset have been carried out.
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Выбор оптимальной модели рекуррентной сети в
задачах поиска парафраза⇤
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Аннотация: В работе рассматривается задача выбора оптимальной рекур-

рентной нейронной сети. В качестве критерия оптимальности используется

нижняя оценка правдоподобия модели. Исследование сконцентрировано на

применении вариационного подхода к аппроксимации апостериорного рас-

пределения параметров модели. Частным случаем аппроксимации высту-

пает нормальное распределение параметров с различными видами матри-

цы ковариаций. Для увеличения правдоподобия модели предлагается ме-

тод удаления параметров с наибольшей плотностью вероятности в нуле.

В качестве иллюстративного примера рассматривается задача многоклас-

совой классификации на выборке пар схожих и несхожих предложений

SemEval 2015.

Ключевые слова: глубокое обучение; выбор оптимальной модели; рекур-

рентная нейросеть; разреживание нейросети; вариационный вывод.

1 Введение
Целью работы является выбор оптимальной нейросетевой модели из класса рекур-

рентных нейронных сетей. Рекуррентной нейросетью называется нейросеть со свя-

зью между нейронами одного слоя. В качестве критерия оптимальности используется

нижняя оценка правдоподобия модели.

Число параметров в моделях глубокого обучения может достигать миллионов [1].

Большое число параметров влечет сложность оптимизации параметров и переобуче-

ние моделей [2]. Предлагается уменьшить число параметров рекуррентной сети. Это

⇤Работа выполнена при финансовой поддержке РФФИ (проект 16-07-01160) и правительства Рос-
сийской Федерации (соглашение № 05.Y09.21.0018).
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обеспечит бо́льшую устойчивость модели и снизит время оптимизации ее параметров.

Для решения поставленной задачи используются как байесовские методы [3], так и

методы прореживания переусложненной нейросети, наращивания простой нейросети

и их комбинации [4].

Для построения модели рекуррентной сети рассматривается модель из [5], реша-

ющая задачу определения сходства предложений. Модель принимает на вход векто-

ризованные представления слов. Векторизация выполняется с помощью алгоритма

GloVe, основанного на факторизации матрицы слов-контекстов и использовании ве-

совой функции для уменьшения значимости редких слов [6]. Альтернативой этому

алгоритму выступает линейная модель Word2vec, комбинирующая в себе Continuous

Bag-of-Words, skip-gram, negative sampling [7]. Несмотря на разные подходы к пробле-

ме, GloVe и Word2vec оптимизируют схожие функционалы [8]. Упрощенной линей-

ной моделью Word2vec, предназначенной для классификации документов, является

fastText � метод, работающий на символьных n-граммах [9].

В работе предлагается подход, основанный на получении вариационной нижней

оценки правдоподобия модели. Подобная задача решалась в [10] аппроксимацией апо-

стериорного распределения нормальным, получением аналитических формул для ниж-

ней границы правдоподобия модели и удалением параметров с наибольшей плот-

ностью вероятности в нуле. Описанный ниже подход продолжает это исследование.

Априорное и апостериорное распределение параметров аппроксимируются нормаль-

ным со скалярным, диагональным и блочным видами матрицы ковариаций. После

оптимизации гиперпараметров выполняется прореживание сети.

Предлагаемый подход сравнивается с методом удаления параметров Optimal Brain

Damage, базирующимся на анализе функции ошибки [11]. Его обобщенной версией

выступает алгоритм Optimal Brain Surgeon [12], не предполагающий диагонального

вида гессиана функции ошибки.

Вычислительный эксперимент проводится на выборке размеченных пар предложе-

ний SemEval 2015. Для каждой пары предложений из корпуса дана экспертная оценка

их семантической близости. Требуется построить модель, оценивающую семантиче-

скую близость двух предложений. Проблема рассматривается как задача многоклас-

совой классификации аналогично [5]. Критерием качества служит F1-мера, учиты-

вающая как полноту, так и точность предсказаний. В качестве базовой модели рас-

сматривается пара соединенных рекуррентных сетей с общим вектором параметров и

softmax-классификатором на выходе.

2 Задача выбора оптимальной нейросетевой модели
Для построения выборки используем набор пар предложений SemEval 2015 [13].

Каждому слову сопоставим вектор размерности n. Обозначим через l число слов в

самом длинном предложении. Предложения длины, меньшей l, дополним нулевыми

векторами. Построим выборку

D = {(xi, yi)}, i = 1, . . . , N,
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где xi = [x1
i ,x2

i ] � пары последовательностей векторов слов, соответствующих i-й паре

предложений, x1
i ,x2

i 2 Rn⇥l
; yi 2 Y = {0, . . . , 5} � экспертная оценка семантической

близости.

Требуется построить модель f(w) : Rn⇥l ⇥Rn⇥l ! Y , сопоставляющую паре пред-

ложений x1
i и x2

i класс семантической близости, где w 2 W ✓ Rs
� пространство

параметров модели. Искомая модель выбирается из множества F рекуррентных ней-

ронных сетей с функцией активации tanh. Модель

f(w) : Rn⇥l ⇥ Rn⇥l ! Y

принадлежит искомому классу моделей F, если существуют такие матрицы перехода

W 2 Rn⇥m,U 2 Rn⇥n,V 2 R(|Y |⇥2n)
и вектор смещения b 2 Rn

, что для j-х элементов

x1
ij,x2

ij 2 Rm
последовательностей x1

i и x2
i определены векторы скрытого слоя h1

ij,h
2
ij 2

Rn
:

h1
ij = tanh(W · x1

ij + U · h1
i,j�1 + b), (1)

h2
ij = tanh(W · x2

ij + U · h2
i,j�1 + b). (2)

Для определения класса семантической близости используются последние значения

скрытого слоя h1
il и h2

il, сконкатенированные в один вектор. После l-й итерации пару

предложений будем относить к классу с наибольшим значением, полученным после

l-й итерации, j = 1, . . . , l:

y = argmax
k2Y

✓
V


h1
il

h2
il

�◆

k

, (3)

где (·)k � k-я компонента вектора. Для каждой модели и соответствующего ей вектора

параметров w 2 W определим логарифмическую функцию правдоподобия выборки

LD(D, f,w):

LD(D, f,w) = log p(y|x, f,w) = log p(D|f,w) =
X

(xi,yi)2D

log p(yi|xi, f,w), (4)

где p(y|x, f,w) � апостериорная вероятность вектора y при заданных x, f,w. Здесь и

далее используется обозначение p(x|y) = p(D).
Оптимальная модель f находится максимизацией логарифма ее правдоподобия:

Lf(D, f) = Lf(D|f) = log p(y|x, f) = log p(D|f) = log

Z

w2W
p(D|w, f)p(w|f)dw. (5)

Апостериорное распределение параметров модели находится из уравнения:

p(w|D, f) =
p(D|w, f)p(w|f)

p(D|f) . (6)
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Приблизим интеграл (5) вариационной нижней оценкой. Воспользуемся оценкой [2] (раз-

делы 10.2-10.4), полученной из неравенства Йенсена:

Lf(D, f) = log

Z

w2W

p(D|w)p(w|f)dw =

=

Z

w2W

p(w|D, f) log
p(w|D, f)
p(D|f,w)

dw + DKL
�
p(D|w)||p(D|f)

�
,

где DKL
�
q(w)||p(w)

�
� расстояние Кульбака–Лейблера между q(w) и p(w),

DKL
�
q(w)||p(w)

�
= �

Z

w
q(w) log

q(w)

p(w)
dw.

Учитывая неотрицательность расстояния Кульбака–Лейблера, получаем

Lf(D, f) �
Z

w2W
p(w|D, f) log

p(w|D, f)
p(D|f,w)

dw. (7)

Упростим интеграл в левой части (7):

Z

w2W

p(w|D, f) log
p(w|D, f)
p(D|f,w)

dw =

= �DKL
�
p(w|D, f)||p(w|f)

�
+

Z

w2W

p(w|D, f) log p(w|D, f)dw.
(8)

Обозначим сумму в левой части (8) через �L(D, f,w):

L(D, f,w) = DKL
�
p(w|D, f)||p(w|f)

�
| {z }

Lw(D,f,w)

�
Z

w2W
p(w|D, f) log p(D|f,w)dw

| {z }
LE(D,f)

. (9)

Первое слагаемое формулы (9) интерпретируется как минимальная длина описания

распределения p(w|D, f) с помощью p(w|f). Эту величину назовем сложностью модели

Lw(D, f,w):

Lw(D, f,w) = DKL
�
p(w|D, f)||p(w|f)

�
. (10)

Второе слагаемое формулы (9) есть минус матожидание правдоподобия выборки LD (4),

и оно тем меньше, чем выше правдоподобие выборки, поэтому интерпретируется как

функционал ошибки LE(D, f) в ходе вычислительного эксперимента:

LE(D, f) = Ew⇠p(w|D,f)LD(y,D, f,w). (11)
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Запишем суммарную функцию потерь L(D, f,w) как сумму функционала сложности

модели Lw(D, f,w) и функционала ошибки LE(D, f):

L(D, f,w) = Lw(D, f,w) + LE(D, f). (12)

Искомая модель минимизирует суммарный функционал потерь

f = argmin
f2F

L(D, f,w). (13)

3 Предлагаемое решение оптимизационной задачи
Так как апостериорное распределение p(w|D, f) (6) невозможно получить анали-

тически, минимизация функционала потерь L(D, f,w) (12) затруднена. Для решения

этой проблемы применим вариационный подход. Он заключается в аппроксимации

неизвестного распределения распределением из известного класса. В качестве при-

ближения p(w|D, f) выберем нормальное распределение:

p(w|D, f) ⇠ N (m,A-1
ps),

где m,A-1
ps � вектор средних и матрица ковариации этого распределения. Априорное

распределение p(w|f) вектора параметров w будем считать нормальным с параметра-

ми µ и A-1
pr:

p(w|f) ⇠ N (µ,A-1
pr),

где µ � вектор средних, A-1
pr � матрица ковариаций. Расстояние Кульбака–Лейблера

между нормальными распределениями N (µ,A-1
pr) и N (m,A-1

ps) вычисляется по фор-

муле

DKL
�
N (µ,A-1

pr)||N (m,A-1
ps)

�
=

1

2

✓
log

|A-1
ps|

|A-1
pr|

� d+ tr(A2A
-1
pr) + (µ� m)TA2(µ� m)

◆
.

(14)

Рассмотрим частные случаи вида матриц ковариаций A-1
pr и A-1

ps. Так как априо-

ри нет предпочтений при выборе параметров, то априорное распределение для всех

параметров считаем одинаковым, т. е. вектор средних µ = µ1, матрица ковариаций

скалярна: A-1
pr = �I. После получения информации о выборке получаем апостериор-

ный вектор средних m.

Алгоритм решения оптимизационной задачи заключается в выполнении гради-

ентного шага при заданном априорном распределении, вычислении апостериорного

распределения и аппроксимации нового априорного распределения полученным апо-

стериорным. Рассмотрим различные виды апостериорной матрицы ковариаций A-1
ps.

1. Матрица ковариаций скалярна: A-1
ps = ↵I. В этом случае

DKL
�
N (µ,A-1

pr)||N (m,A-1
ps)

�
=

WX

i=1

�
log

�

↵
+

(µ�mi)2 + ↵2 + �2

2�2

�
.
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По значениям параметров ↵ и m апостериорного распределения вычислим па-

раметры априорного. Число элементов вектора m обозначим W . Из условия
@
@µDKL =

PW
i=1

µ�mi

�2 = 0 получаем выражения для µ на следующей итерации

µ̂ = 1
W

PW
i=1 mi. Аналогично

@
@�2DKL =

PW
i=1

1
2�2 � (µ�mi)2+↵2

2�4 = 0 ) �̂2 =
1
W

PW
i=1(µ�mi)2 + ↵2

.

2. Матрица ковариаций диагональна: A-1
ps = diag(�2). В этом случае

DKL
�
N (µ,A-1

pr)||N (m,A-1
ps)

�
=

WX

i=1

(log
�

�i
+

(µ�mi)2 + �2
i + �2

2�2
).

Значения параметров априорного распределения для следующей итерации вы-

числяются следующим образом:

из
@

@µ
DKL =

WX

i=1

µ�mi

�2
= 0 получаем µ̂ =

1

W

WX

i=1

mi,

из
@

@�2
DKL =

WX

i=1

1

2�2
� (µ�mi)2 + �2

i

2�4
= 0 получаем �̂2 =

1

W

WX

i=1

(µ�mi)
2 + �2

i .

Оптимизация параметров сводится к следующему алгоритму:

Инициализировать � = 1, m = 0, µ = 0, �2 = 1.
Повторять:

Сделать градиентный шаг � := � � ⌘r�, m := m � ⌘rm, w := w � ⌘rw.

Обновить параметры априорного распределения µ := µ̂, �2 := �̂2
.

Пока значение L не стабилизируется.

Таблица 1: Результаты вычислительного эксперимента

Classificator F1-measure, валидация F1-measure, test

Logistic Regression 0,286 0,286

SVC 0,290 0,290

DecisionTreeClassifier 0,316 0,316

KNeighborsClassifier 0,322 0,322

RNN 0,393 0,362

RNN+variational, I, I � 0,311

RNN+variational, D, I � 0,330

4 Удаление параметров из сети
Введем множество индексов активных параметров модели A = {i|wi 6= 0}. Для

увеличения правдоподобия модели предлагается уменьшить ее сложность, т. е. умень-

шить число параметров |A|. Для удаления выберем параметры, имеющие наибольшую

6



(a) (b)

(c) (d)

(e) (f)

Рис. 1: Зависимость нижней оценки правдоподобия модели и F1-меры от �
для скалярной(a, c, e) и диагональной(b, d, f) матриц
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плотность апостериорной вероятности ⇢ в нуле. Если апостериорная матрица ковари-

аций скалярна, то

⇢i = exp

✓
� µ2

i

2�2

◆
. (15)

Чем больше ⇢, тем меньше |µi

� |, поэтому удаляются параметры со значением |µi

� | < �,

где � � пороговое значение. Варьируя пороговое значение �, выбираем оптимальное

число неудаленных параметров. Для диагонального вида матрицы ковариаций кри-

терий удаления параметров записывается как |µi

�i
| < �.

5 Вычислительный эксперимент

Цель эксперимента � проверка работоспособности предложенного алгоритма и

сравнение результатов с ранее полученными. В качестве данных использовалась вы-

борка SemEval 2015, состоящая из 8331 пары схожих и несхожих предложений. Слова

преобразовывались в векторы размерности 50 при помощи алгоритма GloVe [15]. Для

базовых алгоритмов тренировочная, валидационная и тестовая выборки составили

70%, 15% и 15% соответственно. Для рекуррентной нейронной сети, полученной вари-

ационным методом, валидационная выборка отсутствовала, а тренировочная и тесто-

вая выборки составили 85% и 15% соответственно. Критерием качества была выбрана

F1-мера. В качестве базовых алгоритмов использовались линейная регрессия, метод

ближайших соседей, решающее дерево и модификация метода опорных векторов SVC.

Базовые алгоритмы взяты из библиотеки sklearn. Дополнительно были построены ре-

куррентная нейросеть с одним скрытым слоем [5] и нейросеть с одним скрытым слоем

и вариационной оптимизацией параметров [10, 14].

Рис. 2: Доля неудаленных параметров сети в зависимости от порогового значения �
для скалярного (I) и диагонального (D) вида апостериорной матрицы ковариаций
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На рис. 1a и 1b представлена зависимость оценки правдоподобия L (12) от пара-

метра �. Для обоих случаев существует оптимальное значение �, минимизирующее L;

модели с таким параметром будут оптимальными. На рис. 1c, 1d, 1e и 1f отображе-

ны зависимости качества модели от � и доли выброшенных параметров. Видно, что

даже при удалении большинства параметров из сети качество предсказаний меняется

несущественно, что говорит о слишком большом числе параметров исходной модели.

Из рис. 2 видно, что при малых � из сети с диагональной апостериорной матрицей

ковариаций удаляется больше весов, а при больших � � меньше, что говорит о лучшем

отборе параметров такой моделью.

6 Заключение
С помощью вариационного байесовского подхода был построен набор моделей глу-

бинного обучения с оптимальной нижней оценкой правдоподобия, отличающихся раз-

личными предположениями о виде априорного и апостериорного распределения па-

раметров. Из случайности распределения параметров был получен критерий их уда-

ления, что позволило увеличить нижнюю оценку правдоподобия моделей. Результаты

полученных нейросетей в вычислительном эксперименте оказались близки к резуль-

татам других алгоритмов.
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