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Abstract: This paper investigates a method for optimizing the

structure of a neural network. It assumes that the number of

neural network parameters can be reduced without significant

loss of quality and without significant increase in the variance

of the loss function. The paper proposes a method for automatic

estimation of the relevance of parameters to prune a neural network.

This method analyzes the covariance matrix of the posteriori

distribution of the model parameters and removes the least rele-

vant and multicorrelate parameters. It uses the Belsly method to

search for multicorrelation in the neural network. The proposed

method was tested on the Boston Housing data set, the Wine

data set, and synthetic data.
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ОПРЕДЕЛЕНИЕ РЕЛЕВАНТНОСТИ
ПАРАМЕТРОВ НЕЙРОСЕТИ⇤

А. В. Грабовой1, О. Ю. Бахтеев2, В. В. Стрижов3

Аннотация: Работа посвящена оптимизации структуры ней-
ронной сети. Предполагается, что число параметров нейросе-
ти можно существенно снизить без значимой потери качества
и значимого повышения дисперсии функции ошибки. Предла-
гается метод прореживания параметров нейронной сети, ос-
нованный на автоматическом определении релевантности па-
раметров. Для определения релевантности параметров пред-
лагается проанализировать ковариационную матрицу апосте-
риорного распределения параметров и удалить из нейросети
мультикоррелирующие параметры. Для определения мульти-
корреляции используется метод Белсли. Для анализа каче-
ства представленного алгоритма проводятся эксперименты на
выборке Boston Housing, а также на синтетических данных.
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1 Введение

Решается задача выбора оптимальной структуры нейронной сети. В силу
высокой вычислительной сложности время оптимизации нейронных се-
тей может занимать до нескольких дней [1]. Поэтому построение и выбор
оптимальной структуры нейронной сети также является вычислительно
сложной процедурой, которая значимо влияет на итоговое качество мо-
дели. Использование избыточно сложных моделей с избыточным числом
неинформативных параметров служит препятствием для использования
глубоких сетей на мобильных устройствах в режиме реального времени.

Существует ряд подходов к построению оптимальной сети. В рабо-
тах [2, 3] предлагается использовать модель градиентного спуска для
оптимизации сети. В [4] используются байесовские методы [5] оптими-
зации параметров нейронных сетей. Еще один метод поиска оптималь-
ной структуры заключается в прореживании избыточно сложной моде-
ли [6–8]. В работе [6] предлагается удалять наименее релевантные пара-
метры на основе значений первой и второй производных функции ошиб-
ки.

Данная работа посвящена прореживанию структуры сети. Предлага-
ется удалять наименее релевантные параметры модели. Под релевант-
ностью [6] подразумевается то, насколько сильно параметр влияет на
функцию ошибки. Малая релевантность указывает на то, что удаление
этого параметра не влечет значимого изменения функции ошибки. Метод
предлагает построение исходной избыточно сложной нейросети с боль-
шим числом избыточных параметров. Для определения релевантности
параметров предлагается оптимизировать параметры и гиперпараметры
в единой процедуре. Для удаления параметров предлагается использо-
вать метод Белсли [9] .

Проверка и анализ метода проводятся на выборке Boston Housing [10],
Wine [11] и синтетических данных. Результат сравнивается с моделью,
полученной при помощи базовых алгоритмов.
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2 Постановка задачи
Задана выборка

D = {xi, yi}, i = 1, ..., N, (2.1)

где xi 2 Rm, yi 2 {1, . . . , Y }, Y � число классов. Рассмотрим модель f(x,w) :
Rm ⇥ Rn ! {1, . . . , Y }, где w 2 Rn � пространство параметров модели,

f(x,w) = softmax
�
f1(f2(...(fl(x,w)

�
, (2.2)

где fk(x,w) = tanh(wTx), l � число слоев нейронной сети, k 2 {1 . . . l}.
Параметр wj модели f называется активным, если wj 6= 0. Множество
индексов активных параметров обозначим A ⇢ J = {1, ..., n}. Задано
пространство параметров модели

WA = {w 2 Rn | wj 6= 0, j 2 A}. (2.3)

Для модели f с множеством индексов активных параметров A и со-
ответствующего ей вектора параметров w 2 WA определим логарифми-
ческую функцию правдоподобия выборки:

LD(D,A,w) = log p(D|A,w), (2.4)

где p(D|A,w) � апостериорная вероятность выборки D при заданных w,A.
Оптимальные значения w,A находятся из минимизации �LA(D,A) �
логарифма правдоподобия модели:

LA(D,A) = log p(D|A) = log

Z

w2WJ

p(D|w)p(w|A)dw, (2.5)

где p(w|A) � априорная вероятность вектора параметров в простран-
стве WJ .

Так как вычисление интеграла (2.5) является вычислительно слож-
ной задачей, рассмотрим вариационный подход [12] для решения этой
задачи. Пусть задано распределение

q(w) ⇠ N (m,A�1
ps ), (2.6)

где m,A�1
ps � вектор средних и матрица ковариации, аппроксимиру-

ющее неизвестное апостериорное распределение p(w|D,A), полученное
при априорном предположении

p(w|A) ⇠ N (µ,A�1
pr ), (2.7)
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где µ,A�1
pr � вектор средних и матрица ковариации априорного распре-

деления.
Приблизим интеграл (2.5) методом, предложенным в [12]:

LA(D,A) = log p(D|A) =

=

Z

w2WJ

q(w) log
p(D,w|A)

q(w)
dw �

Z

w2WJ

q(w) log
p(w|D,A)

q(w)
dw ⇡

⇡
Z

w2WJ

q(w) log
p(D,w|A)

q(w)
dw =

=

Z

w2WJ

q(w) log
p(w|A)

q(w)
dw +

Z

w2WJ

q(w) log p(D|A,w)dw =

= Lw(D,A,w) + LE(D,A). (2.8)

Первое слагаемое формулы (2.8) � это сложность модели. Оно опре-
деляется расстоянием Кульбака–Лейблера:

Lw(D,A,w) = �DKL

�
q(w)||p(w|A)

�
. (2.9)

Второе слагаемое формулы (2.8) представляет собой матожидание прав-
доподобия выборки LD(D,A,w). В данной работе оно является функци-
ей ошибки:

LE(D,A) = Ew⇠qLD(y,D,A,w). (2.10)

Требуется найти параметры, доставляющие минимум суммарному
функционалу потерь LA(D,A,w) из (2.8):

ŵ = argmin
A⇢J , w2WA

�LA(D,A,w) =

= argmin
A⇢J , w2WA

DKL

�
q(w)||p(w|A)

�
� LD(D,A,w). (2.11)

3 Базовые методы прореживания нейросети

3.1 Случайное удаление
Метод случайного удаления заключается в том, что случайным образом
удаляется некоторый параметр w⇠ из множества активных параметров
сети. Индекс параметра ⇠ из равномерного распределения � случайная
величина, предположительно доставляющая оптимум в (2.11):

⇠ ⇠ U(A). (3.1.1)
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3.2 Оптимальное прореживание
Метод оптимального прореживания [6] использует вторую производную
целевой функции (2.4) по параметрам для выявления нерелевантных па-
раметров. Рассмотрим функцию потерь L (2.4), разложенную в ряд Тей-
лора в некоторой окрестности вектора параметров w:

�L =
X

j2A

gj�wj +
1

2

X

i,j2A

hij�wi�wj +O(||�w||3), (3.2.1)

где �wj � компоненты вектора �w, gj � компоненты вектора градиен-
та rL, а hij � компоненты гесcиана H:

gj =
@L
@wj

, hij =
@
2L

@wi@wj
. (3.2.2)

Задача является вычислительно сложной в силу высокой размерно-
сти матрицы H. Введем предположение [6] о том, что удаление несколь-
ких параметров приводит к такому же изменению функции потерь L,
как и суммарное изменение при индивидуальном удалении:

�L =
X

j2A

�Lj, (3.2.3)

где A � множество активных параметров, �Lj � изменение функции
потерь при удалении одного параметра wj.

В силу данного предположения будем рассматривать только диаго-
нальные элементы матрицы H. После введенного предположения выра-
жение (3.2.1) принимает вид

�L =
1

2

X

j2A

hjj�w
2
j . (3.2.4)

Получаем следующую задачу оптимизации:

⇠ = argmin
j2A

hjj

w
2
j

2
, (3.2.5)

где ⇠ � индекс наименее релевантного, удаляемого параметра, предпо-
ложительно доставляющего оптимум в (2.11).
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3.3 Удаление неинформативных параметров с помо-
щью вариационного вывода

Для удаления параметров в работе [8] предлагается удалить параметры,
которые имеют максимальное отношение плотности p(w|A) априорной
вероятности в нуле к плотности априорной вероятности в математиче-
ском ожидании µj параметра wj.
Для гауссовского распределения с диагональной матрицей ковариации
получаем:

pj(w|A)(w) =
1q
2�2

j

exp(�(w � µj)2

2�2
j

), (3.3.1)

где w � значение носителя распределенного параметра. Разделим плот-
ность вероятности в нуле к плотности в математическом ожидании

pj(w|A)(0)

pj(w|A)(µj)
= exp(�

µ
2
j

2�2
j

) (3.3.2)

и поставим следующую задачу оптимизации:

⇠ = argmin
j2A

����
µj

�j

���� , (3.3.3)

где ⇠ � индекс наименее релевантного, удаляемого параметра.

4 Предлагаемый метод определения релевант-
ности параметров нейросети

Предлагается метод, основанный на модификации метода Белсли. Пусть
w � вектор параметров, доставляющий минимум функционалу потерь
LA из (2.8) на множестве WA, а Aps � соответствующая ему ковариаци-
онная матрица.

Выполним сингулярное разложение матрицы

Aps = U⇤VT
. (4.1)

Индекс обусловленности ⌘j определим как отношение максимального
элемента к j-му элементу матрицы ⇤. Для нахождения мультикорре-
лирующих признаков требуется найти индекс ⇠ вида

⇠ = argmax
j2A

⌘j. (4.2)
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(a) (b)

Рис. 1: Иллюстрация метода Белсли: a) матрица ковариации; b) диспер-
сионные доли

Дисперсионный долевой коэффициент qij определим как вклад j-го
признака в дисперсию i-го элемента вектора параметра w:

qij =
u
2
ij/�jjPn

j=1 u
2
ij/�jj

. (4.3)

Большие значение дисперсионных долей указывают на наличие зави-
симости между параметрами. Находим долевые коэффициенты, которые
вносят максимальный вклад в дисперсию параметра w⇠:

⇣ = argmax
j2A

q⇠j. (4.4)

Параметр с индексом ⇣ определим как наименее релевантный параметр
нейросети.

Проиллюстрируем принцип работы метода Белсли на примере. Рас-
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Таблица 1: Илюстрация метода Белсли

⌘ q1 q2 q3 q4 q5 q6

1, 0 2 · 10�17 4 · 10�17 1 · 10�16 2 · 10�17 6 · 10�17 3 · 10�4

1, 5 5 · 10�17 9 · 10�17 2 · 10�16 5 · 10�17 3 · 10�20 3 · 10�2

3, 3 9 · 10�18 1 · 10�17 2 · 10�17 9 · 10�18 2 · 10�19 9 · 10�1

2 · 1015 1 · 10�2 1 · 10�1 8 · 10�1 2 · 10�3 9 · 10�2 1 · 1017
8 · 1015 6 · 10�2 8 · 10�1 9 · 10�2 8 · 10�2 9 · 10�1 2 · 1017
1 · 1016 9 · 10�1 1 · 10�2 4 · 10�2 9 · 10�1 1 · 10�3 5 · 10�21

смотрим данные, порожденные следующим образом:

w =

2

6666664

sin(x)
cos(x)

2+cos(x)
2+sin(x)

cos(x) + sin(x)
x

3

7777775
,

с матрицей ковариации, представленной на рис. 1a, где x 2 [0,0; 0,02; ...; 20,0].
В табл. 1 приведены индексы обусловленности и соответствующие

им дисперсионные доли, которые также изображены на рис. 1b. Соглас-
но этим данным максимальный индекс обусловленности ⌘6 = 1,2 · 1016.
Ему соответствуют максимальные дисперсионные доли признаков с ин-
дексами 1 и 4, которые, как видно из построения выборки, коррелируют
между собой.

5 Вычислительный эксперимент
Для анализа свойств предложенного алгоритма и сравнения его с суще-
ствующими был проведен вычислительный эксперимент, в котором пара-
метры нейросети удалялись методами, описанными в разделах 3.1�3.3,
и методом Белсли.

В качестве данных использовались три выборки. Выборки Wine [11]
и Boston Housing [10] � это реальные данные. Синтетические данные
сгенерированы таким образом, чтобы параметры сети были мультикор-
релируемыми. Генерация данных состояла из двух этапов. На первом
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этапе генерировался вектор параметров wsynthetic:

wsynthetic ⇠ N (msynthetic,Asynthetic), (5.1)

где msynthetic =

2

664

1,0
0,0025
· · ·

0,0025

3

775, Asynthetic =

2

664

1,0 10�3 · · · 10�3 10�3

10�3 1,0 · · · 0,95 0,95
· · · · · · · · · · · · · · ·
10�3 0,95 · · · 0,95 1,0

3

775.

На втором этапе генерировалась выборка Dsynthetic:

Dsynthetic = {(xi, yi)|xi ⇠ N (1, I), yi = xi0, i = 1 · · · 10000}. (5.2)

В приведенном выше векторе параметров wsynthetic для выборки Dsynthetic,
наиболее релевантным является первый параметр, а все остальные па-
раметры � нерелевантные. Матрица ковариации была выбрана таким
образом, чтобы все нерелевантные параметры были зависимы и метод
Белсли был максимально эффективен.

Таблица 2: Описание выборок

Выборка Тип задачи Размер выборки Число признаков
Wine Классификация 178 13
Boston Housing Регрессия 506 13
Synthetic data Регрессия 10 000 100

Для алгоритмов тренировочная и тестовая выборки составили 80%
и 20% соответственно. Критерием качества прореживания служит про-
цент параметров нейросети, удаление которых не влечет значимой поте-
ри качества прогноза. Также критерием качества служит устойчивость
нейросети к зашумленности данных.

Качеством прогноза Rcl модели для задачи классификации выступает
точность прогноза модели:

Rcl =

P
(x,y)2D[f(x,w) = y]

|D| . (5.3)

Качеством прогноза Rrg модели для задачи регрессии является сред-
неквадратичное отклонение результата модели от точного:

Rrg =

P
(x,y)2D (f(x,w)� y)2

|D| . (5.4)
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Выборка Wine. Рассмотрим нейронную сеть с 13 нейронами на входе,
13 нейронами в скрытом слое и 3 нейронами на выходе.

Рис. 2: Качество прогноза при удалении параметров на выборке Wine

На рис. 2 показано, как меняется точность прогноза Rcl при удале-
нии параметров указанными методами. Из графика видно, что метод
оптимального прореживания, вариационный метод и метод Белсли поз-
воляют удалить ⇡ 80% параметров и качество всех этих методов падает
при удалении ⇡ 90% параметров нейросети.

На рис. 3 представлены поверхности изменения уровня шума отве-
тов нейросети при изменении процента удаленных параметров и уровня
шума входных данных для разных методов прореживания. Из графиков
видно, что при удалении параметров нейросети методом Белсли шум
меньше, чем при удалении параметров другими методами. На это ука-
зывает то, что поверхность, которая соответствует методу Белсли, ниже
других поверхностей.

Выборка Boston Housing. Рассмотрим нейронную сеть с 13 нейрона-
ми на входе, 39 нейронами в скрытом слое и одним нейроном на выходе.

На рис. 4 показано, как меняется среднеквадратичное отклонение
прогноза Rrg от точного ответа при удалении параметров указанными
методами. График показывает, что метод Белсли является более эффек-
тивным, чем другие методы, так как позволяет удалить больше парамет-
ров нейросети без потери качества.

На рис. 5 представлены поверхности изменения уровня шума отве-
тов нейросети при изменении процента удаленных параметров и уровня
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(a) (b)

(c)

Рис. 3: Влияние шума в начальных данных на шум выхода нейросети
на выборке Wine: a) произвольное удаление параметров; b) оптимальное
прореживание; c) вариационный метод

Рис. 4: Качество прогноза при удалении параметров на выборке Boston

шума входных данных для разных методов прореживания. График пока-
зывает, что уровень шума всех методов одинаковый, так как поверхности
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(a) (b)

(c)

Рис. 5: Влияние шума в начальных данных на шум выхода нейросети на
выборке Boston: a) произвольное удаление параметров; b) оптимальное
прореживание; c) вариационный метод

всех методов находятся на одном уровне.

Синтетические данные. Рассмотрим нейронную сеть со 100 нейро-
нами на входе и одним нейроном на выходе.

На рис. 6 показано, как меняется среднеквадратичное отклонение
прогноза от Rrg точного ответа при удалении параметров указанными
методами. График показывает, что удаление параметров методом Белс-
ли является более эффективным, чем другие методы прореживания, так
как качество прогноза нейросети улучшается при удалении шумовых па-
раметров.

На рис. 7 представлены поверхности изменения уровня шума отве-
тов нейросети при изменении процента удаленных параметров и уровня
шума входных данных для разных методов прореживания. Из графиков
видно, что при удалении параметров нейросети методом Белсли шум
меньше, чем при удалении параметров другими методами, так как по-
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Рис. 6: Качество прогноза при удалении параметров на синтетической
выборке

(a) (b)

(c)

Рис. 7: Влияние шума в начальных данных на шум выхода нейросети на
синтетической выборке: a) произвольное удаление параметров; b) опти-
мальное прореживание; c) вариационный метод
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верхность, которая соответствует методу Белсли, ниже других поверх-
ностей.

6 Заключение
В работе рассматривалась задача прореживания моделей нейросетей.
Рассматривался метод оптимального прореживания и метод, основан-
ный на вариационном подходе. Был предложен алгоритм прореживания,
основанный на методе Белсли, для удаления зависимых параметров мо-
дели. В ходе эксперимента было показано, что нейросети, прореженные
методом Белсли, более устойчивы к шуму на входных данных. Качество
прогноза нейросетей после прореживания методом Белсли не хуже каче-
ства прогноза нейросетей, прореженных другими методами.
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