
Local approximation models for human physical
activity classification

D.A.Anikeyev1, G.O. Penkin2 and V.V. Strijov3

1Moscow Institute of Physics and Technology, dmitriy.anikeyev@phystech.edu
2Lomonosov Moscow State University, penkin.gr@gmail.com
3Moscow Institute of Physics and Technology, Dorodnicyn Computing Centre of the
Russian Academy of Sciences, strijov@phystech.edu

Abstract: The research is devoted to the time series classification. The time
series is measured by an accelerometer of a wearable device. A class of physical
activity is defined by its feature description of a time segment. To construct
this description the authors propose to use parameters of various approxima-
tion splines (algebraic, smoothing, adaptive regression, or spline with dynamic
nodes). The logistic regression is used as a classifier. It delivers desired quality
of the activity recognition. The authors analyse the space of the local approx-
imation parameters. Classification accuracy depends on the method of this
space construction. The computational experiment finds the optimal approxi-
mation parameters and parameters of the classifier.
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Alignment of Ordered Set Cartesian Product
⇤

A.V. Goncharov1, V. V. Strijov2

Abstract: The work is devoted to the study of metric methods for analyzing
objects with complex structure. It proposes to generalize the dynamic time
warping method of two time series for the case of objects defined on two or
more time axes. Such objects are matrices in the discrete representation. The
DTW method of time series is generalized as a method of matrices dynamic
alignment. Paper proposes a distance function resistant to monotonic nonlinear
deformations of the Cartesian product of two time scales. The alignment path
between objects is defined. An object is called a matrix in which the rows
and columns correspond to the axes of time. The properties of the proposed
distance function are investigated. To illustrate the method, the problems of
metric classification of objects are solved on model data and data from the
MNIST dataset.

Key words: distance function; dynamic alignment; distance between matrices;
nonlinear time warping; space-time series

BIBLIOGRAPHY

[1] Hill, N.J., T.N. Lal, M. Schroder, T. Hinterberger, B. Wilhelm, F. Nijboer, U. Mochty,

G. Widman, C. Elger, B. Scholkopf, A. Kubler and N. Birbaumer. 2006. Classifying
EEG and ECoG signals without subject training for fast BCI implementation:
comparison of nonparalyzed and completely paralyzed subjects. IEEE Transactions
on Neural Systems and Rehabilitation Engineering. 14 (2): 183–186.

[2] Sakoe, H. and S. Chiba. 1971. A dynamic programming approach to continuous speech
recognition. Proceedings of the Seventh International Congress on Acoustics. 3: 65–69.

⇤This work was supported by the RFBR (projects 19-07-1155, 17-07-1574).
1Moscow Institute of Physics and Technology, alex.goncharov@phystech.edu
2Dorodnicyn Computing Centre, Federal Research Center "Computer Science and Control"of the

Russian Academy of Sciences, strijov@ccas.ru

1



Классификация физической активности человека с
помощью локальных аппроксимирующих моделей⇤

Д.А. Аникеев1, Г.О.Пенкин2, В. В.Стрижов3

Аннотация: Исследуется проблема классификации временных рядов ак-
селерометра мобильного телефона. Классу физической активности соот-
ветствует сегмент временного ряда. Сегменту сопоставляется его призна-
ковое описание. Оно порождается аппроксимирующим сплайном. Элемен-
тами вектора признаков являются коэффициенты при базисных функциях
сплайнов. Вычислительный эксперимент находит оптимальные параметры
аппроксимации и параметры модели классификации согласно максимуму
правдоподобия логистической модели классификации.

Ключевые слова: временные ряды; классификация; сплайн; локальная
аппроксимация; признаковое пространство

1 Введение
Цель работы заключается в решении задачи классификации временных рядов слож-
ной структуры [1, 2], для которых признаковое описание не задано явно. Такие вре-
менные ряды встречаются в задачах классификации звуковых сигналов [3], данных
с акселерометра [4, 5], построения прогностических финансовых моделей [6]. В [7, 8]
дается обзор методов анализа временных рядов за последнее десятилетие. Задача по-
строения признакового пространства требует выбора адекватной гипотезы порожде-
ния временного ряда. Многие из исследуемых временных рядов описываются моделью
авторегрессии [9, 10] или моделью анализа сингулярного спектра.

⇤Работа выполнена при частичной финансовой поддержке РФФИ (проект 16-07-01158) и прави-
тельства Российской Федерации (соглашение № 05.Y09.21.0018).

1Московский физико-технический институт, dmitriy.anikeyev@phystech.edu
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3Московский физико-технический институт, Вычислительный центр им. А.А. Дородницына Фе-

дерального исследовательского центра �Информатика и управление� Российской академии наук,
strijov@ccas.ru
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В данной работе изучается классификация сегментов временных рядов по их ло-
кальному описанию. Под локальным описанием будем понимать параметры сплайна,
аппроксимирующего сегмент ряда [11–13].

Предполагается, что класс физической активности описывается уникальной ап-
проксимирующей кривой, моделью, которая задана суперпозицией параметрических
функций. В [1, 5] показано, что использование параметров аппроксимирующих моде-
лей в качестве признакового описания сегмента дает ожидаемое качество классифи-
кации физической активности.

При этом остается открытой проблема использования значения параметров ло-
кальных аппроксимирующих моделей. Точность классификации зависит от этих па-
раметров. Требуется найти оптимальные параметры локальных моделей. Построение
моделей, использующих в качестве признакового описания параметры локальных мо-
делей, описано в [14].

В данной работе для решения задачи классификации временных рядов поставлена
задача поиска оптимальной локальной аппроксимирующей модели. Сегмент времен-
ного ряда аппроксимируется сплайном (алгебраическим, сглаживающим, адаптивным
регрессионным или сплайном с динамическими узлами). При помощи логистической
регрессии строится отображение из вектора признаков, состоящего из коэффициентов
сплайна, в метку класса.

В качестве прикладной задачи рассматривается классификация физической актив-
ности человека по данным с акселерометра. В вычислительном эксперименте сравни-
вается точность классификации в пространствах признаков, построенных различны-
ми локальными моделями, найдены оптимальные параметры таких моделей.

2 Постановка задачи классификации сегментов вре-
менного ряда

Поставим задачу построения признакового пространства, описывающего сегменты
временных рядов с целью их классификации. Задачу сформулируем в терминах по-
строения суперпозиции функций. Задан временной ряд, полученный в результате из-
мерений акселерометра. Для построения выборки D ряд разбивается на сегменты.
Сегмент временного ряда � конечная последовательность значений x(t) = [x1, . . . , xp]T

в моменты времени t = [t1, . . . , tp]T. Задана выборка D = {(xi, yi)}, где y 2 Y � метка
класса из конечного множества. Требуется найти оптимальный классификатор f(xi)
из условия

f̂ = argmin
f

CV
�
f,D

�
, где CV(f,D) =

1

R

RX

r=1

[f(xi) 6= yi] при xi 2 D \Dr.

Выборка D случайно разбивается R раз на контрольную Dr и тестовую D \Dr. Функ-
цией ошибки выступает число неверно классифицированных объектов xi на тестовой
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выборке. Предлагается представить f в виде суперпозиции функций f = g
�
a(t)

�
. Па-

раметризованное отображение
a : (t,b) 7! x

отображает сегмент временного ряда x 2 X в пространство параметров аппроксими-
рующего сплайна, а

g : (b,w) 7! y

является логистической регрессией и отображает признаковое описание в метку клас-
са. Вектор b назовем вектором параметров аппроксимирующей модели, а w � векто-
ром параметров классификатора g. Оптимальные параметры (b,w) находятся мини-
мизацией ошибок:

b̂ = argmin
b

ka(t,b)� xk22 , (1)

ŵ = argmin
w

CV
�
f(a, b̂,w),D

�
,

где a � сплайн, аппроксимирующий сегмент временного ряда, а k·k22 � квадратичная
ошибка аппроксимации.

3 Выбор локальных аппроксимирующих моделей
Рассмотрим различные методы построения признакового пространства. Зафиксируем
сегмент x = [x1, .., xp]T временного ряда, порожденный измерениями, получаемыми с
носимого устройства в моменты времени t1, . . . , tp.

3.1 Алгебраический сплайн
Разобьем сегмент [t1, tp] на K равных отрезков. Зададим {h1(t), ..., hN(t)} � базисные
функции сплайна. Гладким сплайном называется функция a(t). Она непрерывна и
имеет непрерывные производные вплоть до порядка, называемого гладкостью сплай-
на, причем на каждом из K отрезков

ak(t) =
NX

n=1

✓k,n · hn

✓
t� tk � tk�1

2

◆
, k 2 {1, . . . , K}, (2)

где коэффициенты при базисных функциях ✓k,n 2 R.
Оптимальный с точки зрения аппроксимации сплайн ищется из условия (1). В раз-

новидностях сплайнов, аппроксимирующих функцию, накладываются дополнитель-
ные условия на функцию. Матрица ⇥K⇥N векторизуется, образуя элемент признако-
вого пространства. Для алгебраического сплайна порядка N базисными функциями
являются мономы hn = tn, n 2 {1, . . . , N}.

В качестве параметров модели выступают

b = [⇥K⇥N , N,K]. (3)
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По каждому сегменту строится K ⇥ (N +1) параметров. В данной работе рассматри-
ваются только квадратичный и кубический сплайны.

3.2 Сглаживающий сплайн
Сглаживающий сплайн минимизирует на отрезке [tmin, tmax] одновременно квадратич-
ную невязку и производную a(t) порядка m. В данной работе используется вторая
производная и модель вида (2). Таким образом, минимизируется линейная комбина-
ция

(1� �)
KX

k=1

�
x(tk)� a(tk)

�2
+ �

tmaxZ

tmin

�
D2f(t)

�2
dt ! min

✓
,

где � � параметр гладкости, N � число базисных функций, K � число узлов. В каче-
стве базисных функций выступают мономы не выше заданной степени. Параметрами
аппроксимирующей модели являются

b = [⇥K⇥N ,�, K,N ]. (4)

3.3 Адаптивные регрессионные сплайны
В одномерном случае адаптивные регрессионные сплайны (МАRS) выражаются через
кусочно-линейные базисные функции

(⌧ � t)+ =

(
⌧ � t, если ⌧ > t,
0 иначе;

(t� ⌧)+ =

(
t� ⌧, если ⌧ < t,
0 иначе.

Используемые для аппроксимации базисные функции имеют вид

hj(t) =

KjY

k=1

�
(�1)s(j)(t� ⌧kj)

�
+
,

где Kj � общее число усеченных линейных функций в m-й базисной функции. На
каждом из M шагов алгоритма в множество базисных функций (изначально содер-
жащем одну) добавляется функция вида

hm(t) = Ĉhj(t)(⌧k � t)+ + Ĉ 0hj(t)(t� ⌧k)+,

такая что ошибка (1) минимальна. Таким образом, модель имеет вид

a(t) = c0 +
MX

j=1

cjhj(t) + ", (5)

где " � невязка.
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В результате добавления модель приобретает избыточное число базисных функ-
ций. Необходимо удалить из множества базисных функций те, удаление которых вно-
сит наименьший вклад в увеличение ошибки (1). Параметрами данной модели вы-
ступают

b = [H,M ]. (6)

Оптимальное число базовых функций

M̂ = argmin
M2{1,...,Mmax}

GCV(M)

определяется с помощью критерия обобщенного скользящего контроля

GCV(M) =
1

R

RX

i=1

�
x(⌧i)� aM(⌧i)

�2
/
�
1� C(M)/R

�2
,

где R � размер выборки, C(M) � оценка штрафов модели,
C(M) = trace

�
H(HT

H)�1
H

T
�
+ 1, в которой H � матрица c элементами hj(⌧i).

3.4 Сплайны с динамическими узлами
Пусть временной сегмент [t1, tp] разбит на несколько отрез-
ков [t1, tn1 ], [tn1 , tn2 ], . . . , [tnK�1 , tp]. Рассмотрим аппроксимацию сегмента временного
ряда на каждом отрезке [tnk�1

, tnk
] с помощью полинома степени N . Тогда K⇥ (N +1)

коэффициентов матрицы ⇥K⇥N образуют элемент признакового пространства.
Предлагается определять концы отрезков последовательно, используя критерий Фи-
шера. Метод заключается в последовательном определении tnk

(tn0 = t1). Положим
текущую длину отрезка l = 1. Построим полином ylk(t) соответствующей степени,
минимизирующий RSS на отрезке [tnk

, tnk+l]. Полученные значения x(t) и ylk(t) в
целых точках на этом отрезке образуют две выборки X и Y . Отношение дисперсий

F =
�̂2
X

�̂2
Y

определяет схожесть дисперсий данных выборок. Если дисперсии выборок близки,
увеличиваем число l на 1 (кривая хорошо аппроксимирует временной ряд). Формаль-
но определяем критерий остановки с помощью p-значения. Если p(F ) ниже уровня
значимости ↵ � определяем nk+1 = nk + l. Продолжим получать последовательность
узлов tnk

, пока сегмент не закончится. Число ↵ 2 [0; 0, 5] будем интерпретировать как
параметр метамодели.

Поиск аппроксимирующего сплайна сведем к задаче условной минимизации сред-
неквадратичного отклонения (1) при соответствующих условиях гладкости функции

@jyk+1(tnk
)

@tj
=

@jyk(tnk
)

@tj
для всех k < K, n < N.
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Рис. 1: Аппроксимация сплайном с динамическими узлами

Также рассматривается аппроксимация при условиях равенства только значений
сплайна на концах смежных отрезков (кусочно-гладкая). Результаты аппроксимации
при параметре ↵ = 0, 07 и различных степенях полинома показаны на рис. 1.

Критерий Фишера устанавливает разное число узлов на разных сегментах. Спо-
соб построения признакового пространства в таком случае заключается в дополнении
всех векторов нулевыми компонентами до вектора одинаковой размерности. В каче-
стве альтернативного метода рассмотрим следующую перестановку компонент полу-
чившегося вектора.

Назовем ky � gk22 относительным изменением импульса на сегменте, здесь g =
(0; 0; 9, 8) м

с2 � ускорение свободного падения. Отсортируем отрезки по убыванию от-
носительных изменений импульса, запишем в соответствующем порядке параметры
сплайнов и дополним все векторы нулевыми компонентами до векторов одинаковой
размерности. Поскольку производится классификация данных с акселерометра, та-
кая сортировка позволяет соотносить между собой отрезки времени с наибольшими
изменениями импульса датчика для различных сегментов.

Параметрами модели в этом случае являются

b = [⇥K⇥N ,↵, K,N ]. (7)

3.5 Альтернативные локальные модели
Рассмотрим некоторые альтернативные методы построения признакового простран-
ства.

Дискретное преобразование Фурье. В качестве признакового описания вре-
менного ряда берутся коэффициенты прямого преобразования Фурье

✓(x) = [✓1, . . . , ✓2p], ✓2k�1 + i✓2k =
pX

j=1

xj exp

✓
�2⇡i

t
kj

◆
.

Тогда обратное преобразование задает аппроксимацию

a(xk) =
1

t

tX

j=1

(✓2j�1 + i✓2j) exp

✓
�2⇡i

t
kj

◆
.
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Коэффициенты преобразования, образующие признаковое пространство, отыскива-
ются с помощью линейной регрессии временного ряда на столбцы матрицы Фурье.
Применение этого метода для классификации рассматривается в статье [1]

Анализ сингулярного спектра. Элементы признакового пространства � сингу-
лярные числа траекторной матрицы XN , отвечающие за величины различных частот
спектра сегмента

X
T
X = V⇤V

T, ⇤ = diag{�1, . . . ,�p}. (8)

Тогда собственные числа матрицы X
T
X образуют вектор признаков ⇤. Значение N

назначается равным математическому ожиданию длины сегмента по критерию, опи-
санному в разделе сегментации. Результаты классификации в таком пространстве опи-
саны в [5].

4 Сегментация временных рядов

Исходные данные представляют собой размеченные несегментированные отрезки про-
извольной длины. Для построения выборки необходимо их сегментировать: разбить
временной ряд x1, . . . , xL на сегменты вида [x1, . . . , xp]T длины p. Рассматривается два
варианта разбиения квазипериодических рядов на синфазные сегменты. Алгоритмы
выделения периодов рассмотрены в [15, 16].

Выделение главных компонент заключается в разложении временного ряда
x = x̂ + x̃ + ", где x̂ � тренд, x̃ � периодическая часть, а " � вектор невязок.
Построим траекторную матрицу из элементов временного ряда x1, . . . , xL:

X =

2

64
x1 · · · xp
... . . . ...

xL�p+1 · · · xL

3

75
.

По первым собственным значениям матрицы (8)

X
T
X = V⇤V

T, ⇤ = diag{�1, . . . ,�p},

восстановим периодическую зависимость x̃ = x1 + · · · + xd, где xi =
p
�ivi(Xvi)T.

Искомый период ряда p̂ = argminp kx � x̃ � x̂k22 .
Метод поиска локального максимума временного ряда. Для заданных

чисел s и p в каждом отрезке ищется индекс начала сегмента согласно условию
ŝ = arg max

j<s
xj и в качестве сегмента берется [xŝ, . . . , xŝ+p]T. Для получения син-

фазных отрезков квазипериодических рядов предлагается использовать параметр s,
больший длины периода. Данный метод неустойчив к выбросам, но требует малой
вычислительной мощности. Сложность алгоритма линейная по длине исходного сег-
мента.
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5 Вычислительный эксперимент
В качестве вычислительного эксперимента выбрана задача классификации типов фи-
зической активности человека по данным с акселерометра.

Данные WISDM. Данные представляют собой размеченные несегментированные
трехмерные временные ряды, полученные с датчиков акселерометра. Частота изме-
рений составляла 20 Гц. В выборке представлены классы sitting (225), standing (275),
walking (2890), jogging (1631), upstairs (801), downstairs (657). Дробление производи-
лось на временные сегменты длины 50. Для выравнивания сегментов использовался
поиск максимального значения за следующие несколько отсчетов, который задает
точку начала сегмента.

Сегментация временного ряда проводилась методом поиска максимума с пара-
метрами m = 20, k = 100. В качестве классифицирующего алгоритма использована
логистическая регрессия из библиотеки sklearn. Результаты классификации показаны
на рис. 2.

(а) (б)

Рис. 2: Матрица ковариации для кубического (а) и квадратичного (б) сплайна

Точность классификации для квадратичной аппроксимации составляет 0, 25, что
ниже результатов остальных исследованных методов аппроксимации. Зависимость
точности модели от параметра p для сглаживающего сплайна можно наблюдать на
рис. 3а. Как видно из данного графика, максимальная точность достигается при па-
раметре сглаживания p = 0, 25.

Для построения адаптивного регрессионного сплайна была выбрана библиотека
ARESLAB. Для того чтобы размерность пространства параметров была одинакова
для всех сегментов, аппроксимация происходила без фазы назад. Параметр такой мо-
дели � число базисных функций. График зависимости точности классификации от
параметра метамодели показан на рис. 3б. Рассмотрены различные отображения h
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(а) (б)

Рис. 3: Зависимость точности классификации от параметра сглаживания (а) и от
числа базисных функций (б)

временных рядов в признаковое пространство. Данные отображения можно сравнить
с тождественным, т. е. таким, при котором в качестве матрицы плана выступает мат-
рица значений временного ряда в фиксированные моменты времени. Точность и оп-
тимальные параметры моделей представлены для сравнения в табл. 1.

Данные USC-HAD. Данные представляют собой размеченные временные ряды
различной длины с датчиков акселерометра. Даны проекции ускорения на три оси с
частотой 100 Гц. В выборке представлены классы walking forward, jumping up, walking
left, sitting, walking right, standing, walking upstairs, sleeping, walking downstairs, elevator
up, running forward, elevator down.

(а) (б)

Рис. 4: Зависимость точности классификации от параметра сглаживания (а) и от
числа базисных функций (б)
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Рис. 5: Зависимость погрешности SMAPE от числа базисных функций

Рассмотрим теперь аппроксимацию гладкими сплайнами с динамическими узла-
ми и кусочно-гладкими, о которых шла речь в разделе 3.4. После аппроксимации ими
сегментов имеется возможность менять порядок получаемых признаков. Можно за-
дать его пропорциональным длине кривой между двумя соседними узлами или же
пропорционально относительному изменению импульса. Также можно оставить его
без изменения.

Все вышеизложенные варианты дают всего шесть различных вариантов (с точно-
стью до степени аппроксимирующего многочлена) задания признакового простран-
ства. На рис. 6 изображено качество классификации в зависимости от значения пара-
метра p.

Таблица 1: Сравнение моделей локальной аппроксимации WISDM и USC-HAD
Аппроксимирующая модель Оптимальный параметр Точность

Выборка WISDM
Quadratic (2) (3) 0,2540
Cubic (2) (3) 0,7305
Smoothing spline (2) � = 0,25 (4) 0,748
MARS (5) M = 4 (6) 0,56

Выборка USC-HAD
Quadratic (2) (3) 0,587
Cubic (2) (3) 0,926
Smoothing spline (2) � = 0,4 (4) 0,960
MARS (5) M = 4 (6) 0,835
Динамические узлы Sort (2) K = 2, ↵ = 0,015 (7) 0,935
Динамические узлы Unsorted (2) K = 2, ↵ = 0,01 (7) 0,926

Чтобы результаты классификации для этой выборки можно было сравнить с
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Рис. 6: Точность классификации для сплайнов с динамическими узлами

предыдущей, выделим также шесть классов, по своей природе совпадающих или близ-
ких к WISDM. Возьмем классы 1, 6, 7, 8, 9, 10. Будем их для краткости называть
walking, running, jumping, sitting, standing, sleeping. Сегментация временного ряда
также производилась методом поиска максимума с параметрами m = 50, k = 200.
Результаты сравнения моделей представлены в табл. 1.

Зависимость погрешности аппроксимации SMAPE от числа базисных функций для
регрессионного сплайна показана на рис. 5. На рис. 4б показана зависимость точности
классификации от числа базисных функций.

6 Заключение

В работе были описаны различные параметрические модели аппроксимации времен-
ных рядов. Проанализирована их эффективность при построении классификатора.
Предложен метод классификации временных рядов при помощи построения простран-
ства коэффициентов локальных аппроксимирующих моделей. Сравнивался ряд таких
моделей. Квадратичный сплайн оказался непригоден для классификации, остальные
отображения показали результат, сравнимый с тождественным отображением. Опти-
мальные параметры классификатора повышают точность на 3–5%. Предложенный
метод позволяет получить классификатор без затрат времени на ручную генерацию
признаков.
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